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Mesterséges intelligencia integrálása AnyLogic 
környezetbe logisztikai problémák megoldására

Absztrakt
A logisztikai rendszerek egyre összetettebb és bonyolultabb fel-

adatokkal állnak szemben, melyeknél állandó kihívást jelent a 
megfelelő működési modell felállítása vagy egy optimum érték 
meghatározása. A fenntarthatóság és hatékonyság javításának 
céljából folyamatosan új technológiák alkalmazása válik szüksé-
gessé.  A mesterséges intelligencia (MI) térhódítása a logisztika 
területét sem kerülte el, páratlan megoldási lehetőségeket kínálva 
a tervezési és fejlesztési feladatok során. Cikkünk célja a logisztikai 
rendszerek vizsgálatához gyakran használt AnyLogic szimulációs 
program és a mesterséges intelligencia együttes alkalmazási lehe-
tőségeinek vizsgálata a szimulációs modellek új generációjának 
létrehozásához.

Kulcsszavak:
logisztika, szimuláció, mesterséges intelligencia, AnyLogic, 
megerősítéses tanulás

Abstract
In recent years, logistics systems are facing increasingly difficult 

and complex tasks where the challenge is to create an appropriate 
operating model or to determine an optimum value. Constant-
ly applying new technologies will be necessary for the purpose 
of sustainability and efficiency improvements. $e rise of Artifi-
cial Intelligence (AI) has not escaped its logistical scope, offering 
unique solutions for design and development projects. $e pur-
pose of this paper is to investigate the combined application of 
the AnyLogic simulation software commonly used to study and 
examine logistics systems and artificial intelligence to create a new 
generation of simulation models.

Keywords:
logistics, simulation, artificial intelligence, AnyLogic, reinforcement 
learning
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1. Bevezetés

A vevői igények individualizációja, az egyre 
növekvő kiszolgálási színvonal vagy a rugal-
masság, adaptivitás és intelligencia integ-
rációjának szükségességének hatására a lo-
gisztikai rendszerek és folyamatok egyaránt 
jelentős változáson mennek keresztül. A 
legtöbbször sztochasztikus jellegű rendszer 
paramétereinek száma, összetettsége, to-
vábbá belső és külső kapcsolatainak egysége  
egy olyan hálózatot eredményez, melynek 
paraméterei, működési feltételei és modellje 
igen ritkán írhatóak le egyszerű analitikai 
eszközökkel. Ennek hatására mondhatjuk, 
hogy egyre több vállalat életének részévé 
vált a szimulációs eszközök alkalmazása, 
mellyel szakértők munkáját tudják segíteni 
stratégiai, taktikai és operatív tervezési és 
működtetési problémák megoldásában. 
A felmerülő nehézségek gyors és hatékony 
kezelésének érdekében egyre több területen 
alkalmazzák a mesterséges intelligencia adta 
lehetőségeket. A technológia megjelenése és 
elterjedése egyre növekvő tendenciát mutat 

mind az extralogisztika mind az intralogisz-
tika területén. A digitális ellátási lánc, az in-
telligens gyárak mind magukban foglalják a 
mesterséges intelligencia különböző megje-
lenési formáit.
Egyre több olyan feladat kerül a vállalatok 
elé, ahol a jelenleg is jellemző egyszerűbb 
heurisztikák helyett ajánlott a mesterséges 
intelligencia képességeinek alkalmazása. A 
módszertan fejlesztéséhez és teszteléséhez 
elengedhetetlen a környezeti modell felállí-
tása, melyre megfelelő eszköz az AnyLogic 
szimulációs szoftver.  Annak érdekében, 
hogy a szimulációs modell tükrözni tudja 
a valós rendszer működését, nem kérdés, 
hogy a mesterséges intelligenciának is be 
kell ágyazódnia a szimulációba, ezzel meg-
teremtve a szimulációs modellek új generá-
cióját.
Cikkünk első felében a mesterséges intelli-
gencia fogalmi kérdésköreit áttekintve meg-
vizsgáljuk a különböző megjelenési formái-
nak, többek között a gépi tanulás logisztikai 
alkalmazási területeit. Az ezt követő fejezet-
ben a szimulációs módszerek elvi alapjain 

keresztül az AnyLogic szimulációs szoftver 
mesterséges intelligenciával való integrá-
cióját térképezzük fel. Egy mintapéldán 
keresztül bemutatjuk az előzőekben részle-
tezett mesterséges intelligencia és AnyLogic 
szoftver együttes alkalmazásában rejlő lehe-
tőséget, kiemelve a technológia egyszerűen 
alkalmazható oldalát és a szoftver könnyen 
elérhető tulajdonságait. Végül összefoglal-
juk az áttekintésből és eredményekből szár-
mazó főbb következtetéseinket.

2. Mesterséges intelligen-
cia logisztikai lehetőségei

Az informatika fejlődése, a számítási kapaci-
tások folyamatos növekedése, a társadalom 
tudásvágya és elkényelmesedése egyre in-
kább előtérbe hozta, szükségessé és lehetővé 
tette a mesterséges intelligenciák (MI) kuta-
tását és alkalmazását mind az iparban, mind 
a hétköznapi életben. A logisztika techno-
lógiai trendek új szintű automatizálásra 
törekednek - általában növekvő interakciót 
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igényelnek az MI alkalmazásokkal. (Manuj 
et al, 2011) Az ilyen újítások technológiai 
fejlesztése és megvalósítása két összefonó-
dott és párhuzamos folyamat, hiszen az MI 
logisztikai területekbe való integrálása telje-
sen újradefiniálhatja a jelenleg alkalmazott 
gyártási, szállítási és menedzsment döntési 
koncepciókat, mint például szabványos 
szolgáltatások válhatnak személyre szabot-
tá vagy intelligens automatizálás javíthatja 
a működést. (DHL Trend Research, 2018) 
(Klumppp et al., 2017)
De mit is értünk mesterséges intelligencia 
alatt? A definícióra több megközelítés is 
létezik. Az ún. reaktív gépek például kép-
telenek a tanulásra, adott döntéshozatal 
során csakis egy limitált bemenet-halmazra 
képesek reagálni, nem tudnak kilépni azon 
egyszerű feladatok elvégzésének köréből, 
amelyre programozták őket, és mégis ez az 
egyik típusa a mesterséges intelligenciák-
nak, ha úgy tetszik, azok első szintje. Egy 
másik típus, a limitált memóriák viszont 
már képesek tanulni és ezáltal a további 
működést meghatározó döntést támogatni 
a működés közben megszerzett historikus 
adatok felhasználásával. Ezek alapján az 
ilyen rendszerek építenek egy állandó és elő-
re betáplált adathalmazra, de közben figye-
lik környezetüket, érzékelik a változásokat, 
majd a megfigyelésekkel nyert információk 
alapján elvégzik a szükséges módosításokat. 
Napjainkban a „mesterséges intelligencia” 
fogalma alatt inkább ez utóbbi csoportot 
értik, ahogy Cihan H. Dagli is írja „a gépi 
intelligencia emulálja, vagy lemásolja az 
emberi ingerfeldolgozást (érzékletfeldolgo-

zást) és a döntéshozó képességet számító-
gépekkel. Az intelligens rendszereknek au-
tonóm tanulási képességekkel kell bírniuk 
és alkalmazkodniuk kell tudni bizonytalan, 
vagy részlegesen ismert környezetekhez.” 
(Ayon Dey, 2016)
Az MI különféle formáinak fejlesztése al-
kalmas olyan döntéshozó helyzetekben 
problémák megoldására, ahol az optimális 
vagy pontos megoldások túl drágák vagy 
nehezen előállíthatók. Ennek a képesség-
nek köszönhetően az MI-t sikeresen alkal-
mazzák olyan területeken, mint például a 
gépi tanulás, szakértői rendszerek, önvezető 
járművek, gépi látás, nyelvfelismerés vagy 
robotika, melyet összefoglalóan az 1. ábra 
szemléltet. (Luger et al., 2002)
A tanuló intelligencia például könnyen 
megvalósítható gépi tanulás segítségével, 
amit komplex, nagy mennyiségű adatot és 
sok változót tartalmazó feladatok esetén 
érdemes alkalmazni abban az esetben, ha a 
problémára jellemző szabályok, egyenletek 
túl bonyolultak, a feladat szabályai vagy 
az adatok jellege folyamatosan változik és 
ehhez a programnak is folyamatosan hoz-
zá kellene igazodnia (pl. energiaigény vagy 
vásárlási trendek előrejelzése). Tehát gépi ta-
nulás segítségével az MI képes matematikai 
modellt alkotni egy bemeneti adathalmaz 
felhasználásával, ezen tanulási szakasz be-
fejeztével pedig ismeretlen adatokra építve 
is képes lesz majd a program döntéseket 
hozni. A gépi tanulás módszerei a felügyelt 
tanulás, megerősítéses tanulás és a nem fel-
ügyelt tanulás. (Wuest T. et al., 2016)
Felügyelt tanulás esetén szükségünk van egy 

olyan meglévő adathalmazra, amely egyrészt 
tartalmazza a bemeneteket, másrészt tartal-
mazza az egyes bemenetekre elvárt válaszo-
kat, kimeneteket is. A program ezt felhasz-
nálva tanulja meg, alakítja ki a lehetséges 
bemenetek és válaszok közötti összefüg-
géseket, amely alkalmas lesz az ismeretlen 
bemenetekre épülő válaszok prediktálására, 
döntések meghozatalára.  Nem felügyelt ta-
nulás során a tanuló adatbázisban szereplő 
bemeneti adatainkhoz nem tartozik elvárt 
kimeneti érték, ezáltal itt az elsődleges cél 
a tanulás alapjául szolgáló adatok megér-
tése. Nincs kijelölt helyes válasz, így az al-
goritmusnak magának kell felfedeznie az 
adatokban rejlő struktúrát. Leggyakoribb 
megvalósításuk az ún. klaszterezési algorit-
musok amelyek csoportokat alkotnak oly 
módon, hogy az adott klaszteren belüli ada-
tok nagyobb mértékű hasonlóságot mutas-
sanak, mintha egy másik klaszter adataihoz 
hasonlítanánk őket. (Wuest T. et al., 2016)
A megerősítéses tanulás alkalmazása esetén 
nem használnak tanulásra alkalmas kezdeti 
bemeneti adathalmazt, a program interak-
ciókból tanul, maga szerez tapasztalatokat. 
Az ágens próba-szerencse alapon megfigye-
li és kapcsolatba lép a környezettel, amely 
alapján pozitív és negatív jutalmakat szerez. 
Cél, hogy időnként egy-egy új cselekvést/
irányt is kipróbáljon, hátha ezzel összességé-
ben magasabb jutalmat tud elérni az eddig 
megtalált megoldásoknál, és ezt tegye meg 
még akkor is, ha ezzel le kell térnie a járt út-
ról, lemondva ezzel az eddig ismert legjobb 
megoldásról. Például képzeljünk el egy rak-
tárépületet, ahol komissiózási feladatok vár-
nak egy targoncára. Amennyiben felkeres és 
elvégez egy kiszedési feladatot, akkor jutal-
mat kap, viszont minél hosszabb utakon te-
szi meg ezeket, annál több negatív pontot is 
szerez. A cél, hogy a lehető legtöbb pontot 
szerezze meg a folyamat során. (Wuest T. et 
al., 2016) (Kotsiantis S. B., 2007)
Napjainkban a gépi tanulás számos alkal-
mazását és fejlesztését figyelhetjük meg: 
Kim et al. (2002) egy intelligens ágens-ala-
pú rendszert mutat be, amely egy zóna ala-
pú komissiózás esetén optimálisan rendeli 
össze a munkavállalókat a zónákkal, míg 
Waschneck et al. (2018) cikkükben a meg-
erősítéses tanulás technikáját alkalmazták a 
termelés ütemezés optimalizálására, mellyel 
az Ipar 4.0 által elképzelt decentralizált, 
öntanuló és optimalizáló rendszert valósít-
hatták meg. A módszertanok együttes alkal-
mazása további ajtókat nyit meg előttünk. 
Erre mutat példát a rakodási terv optimali-
zálására használt ún. hátizsák problémának 

1. ábra: Mesterséges intelligencia megvalósítási lehetőségei
Forrás: Saját szerkesztés
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fejlesztésére alkalmazott felügyelt és meg-
erősítéses tanulás együttes módszertana is. 
(Duan et al., 2018) 
Nem is olyan régen, a robotika még egyet 
jelentett egy adott feladat periodikus el-
végzésére programozott - többek között a 
termelésben is gyakran alkalmazott - meg-
oldásokkal. Nem hoztak döntéseket, nem 
érzékelték a körülöttük lévő világot, a kör-
nyezettől ezáltal elzártan és repetitíven vé-
gezték ugyan azt a betáplált mozdulatsort. 
Azonban a mesterséges intelligencia folya-
matos terjedésével a robotika is megpró-
bálja hasznosítani az így létrejött tudást. A 
megerősítéses tanulás lehetővé teszi például, 
hogy a robot önállóan fedezzen fel egy opti-
mális viselkedést a környezettel történő in-
terakciók révén. A gépi látás lehetőséget ad 
a robot számára, hogy felismerje a mozga-
tandó objektumot, a gépi tapintás segítsé-
gével figyelje a megfogás erősségét, majd át-
mozgassa az objektumot a megfelelő helyre. 
Kimura et al. cikkükben egy a 2. ábrán lát-
ható kétkaros robot prototípust mutatnak 
be különböző termékeket kiszolgáló raktár 
komissiózásának automatizálására. (Kimura 
et al., 2015) A szenzorok segítéségével tanu-
lás útján szintén kialakítható egy „öntudat 
érzet”, amikor a robot tisztában van saját 
fizikai mivoltával, figyeli és reagál a környe-
zetére, ezzel lehetővé téve akár az ember-ro-
bot közötti interakciókat egy kollaboratív 
rendszer kialakítása érdekében. Ezzel a jö-
vőben a feladatok akár két részre oszthatók. 
Az ismétlődő folyamatokat robotok végzik, 
így nagyobb energiát fektethetünk az embe-
ri értelmezés és döntéshozatal nehézségeire. 
(DHL Trend Research, 2018)
Egyre inkább elérhetővé és fontossá válik 
az emberekkel történő verbális és non-ver-
bális kommunikáció megértése nyelv-felis-
merés segítségével (NLP, Natural Language 
Processing). A Hitachi japán elektronikai 

csoport kifejlesztett egy „H” nevű MI tech-
nológiát, amely a Kaizen, tehát a munka-
folyamatok folyamatos fejlesztésének MI 
verziója. A „H” a mély tanulást és az NLP 
technikát használja az információk feldol-
gozására, hogy végül olyan mintákat talál-
jon az adatokban, amelyeket az emberek 
szem elől tévesztenének. A technológia a 
kapott információk alapján keresi az üzleti 
célkitűzések szempontjából releváns feltéte-
leket, majd meghatározza az ezen célok op-
timalizálásának módszerét. (Bernard Marr, 
2019)
A tudásalapú vagy szakértői rendszerek 
olyan szoftverek, amelyek a felhasználók 
számára próbálnak javaslatokat tenni, a 
döntésüket támogatni azáltal, hogy az adott 
terület szakértői által betáplált tudást hasz-
nosítják. Az olyan MI technikák, mint az 
említett szakértői rendszerek, ígéretes új 
megközelítést kínálnak a sokrétű és ösz-
szetett operatív és tervezési problémákra. 
(Hokey Min, 2010) Képzeljünk el egy 
termelő vállalatot, annak vállalatirányítási 
rendszerét, ahol a beszerző egy felhasználói 
felületen keresztül lekérdezi a következő hé-
ten a termelés során beépülő cikkszámokat. 
A rendszerünk a korábban a szakértők által 
megadott képletek, egyszerűbb „ha-akkor” 
logikák segítéségével megvizsgálja, hogy 
valamelyik cikkből szükséges-e új rendelést 
leadni és azt a lekérdezést követően jelzi a 
felhasználónak. A nemzetközi irodalomban 
számos alkalmazási megodást találhatunk, 
például Eastman Kodak egy szabályalapú 
szakértői rendszert dolgozott ki a raktárban 
történő optimális megrendelési útvonal ki-
választására. (Hokey Min, 2010)
Járművek tekintetében alapvetően kettő, 
egymással is kapcsolatban álló területen 
hasznosul az MI. Az ember-gép közötti 
interakciók közé sorolhatjuk a nyelvfelis-
merést alkalmazó virtuális asszisztenseket, 

a vezetési szokások monitorozását és azok 
elemzését. Ezek közvetlenül nem befolyá-
solják az irányítást, de statisztikákkal, taná-
csokkal és figyelmeztetésekkel láthatják el a 
sofőrt. 
A „fejlett sofőr-segítő rendszerek” és az ön-
vezető járművek alkotják a második cso-
portot, amelyek szenzorok és azok fúziója 
révén, többek között kamerával történő 
gépi látás, radar és lidar alapú objektum 
érzékelés segítségével - az automatizáció fo-
kának függvényében - támogatja vagy végzi 
a jármű irányítását. Ezen automatizációs 
szintek megkülönböztetésére a Society of 
Automotive Engineers International  2014-
ben vezetett be egy rendszer, amely 0 és 5 
közötti egész számokkal kategorizálja az 
autonomitás mértékét. Nullás esetben csak 
figyelmeztet, esetleg - baleset elkerülése ér-
dekében - beavatkozik a rendszer az irányí-
tásba, míg az ötös szintnél egyáltalán nem 
szükséges emberi részvétel, akár a kormány-
kerék is elhagyható.
Az előző bekezdésekben már többször is 
megemlítettük a gépi látást, amely a gépi 
érzékelés lehetőségei (pl. hallás, tapintás, 
ízlelés) közül az egyik leggyakrabban al-
kalmazott terület. Például a számítógépes 
látásrendszerek automatizálhatják a vonal-
kód-leolvasási folyamatot, és ezzel felgyor-
síthatják és egyszerűsíthetik azt. Figyelem-
mel kísérhetik a raktár területét és nyomon 
követhetik az alkalmazottakat, elemezhetik 
az adatokat, és megakadályozhatják a lopá-
sokat vagy a biztonsági szabályok megsérté-
sét. A Zenrobotics rendszere a számítógépes 
látás, a gépi tanulás és a mesterséges intel-
ligencia kombinációját használta szinkroni-
zált robotkarok működtetésére az újrahasz-
nosított anyagok válogatására és kiszedésére 
mozgó szállítószalagokról. (Kite-Powell, 
2017)
A logisztikában, de csakúgy az ipar többi 

2. ábra: Két karú kollaboratív robot által végzett komissiózási feladat
Forrás: Kimura Nobutaka et al., 2015
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területén az eszközök és alkatrészek idővel 
történő károsodása és kopása egyszerűen 
velejáró jellegű. Az IBM Watson nemrégi-
ben sikeresen megvalósította a kamera által 
történő károk azonosítását és típusának osz-
tályzását ami által meghatározzák a megfe-
lelő korrekciós intézkedéseket a javításához. 
(DHL Trend Research, 2018)
A robotikában szintúgy meg kell találni a 
mozgatandó objektumot, azt fel kell ismer-
ni, a méretét az optikai szenzorok alapján 
meghatározni, a megfogó kart a méretnek 
megfelelően változtatni és pozícionálni stb. 
Ahhoz pedig, hogy a tárgyak és objektumok 
felismerhetővé, azonosíthatóvá válljanak, 
tanítani kell ezen intelligenciákat. 
Összességében jól látszik, hogy a fejezetben 
tárgyalt területek egymásba fonódnak, a 
mesterséges intelligencia, a különböző ta-
nulási metódusok, de még a felhasználási 
területek sem létezhetnek egymás nélkül. 
A szemléltetett példák bizonyítják, hogy 
az MI alterületeti, mint a gépi tanulás vagy 
gépi látás hasznosak lehetnek a 3. ábrán is 
szemléltetett, a logisztika különféle aspektu-
sainak kezelésére, mint például komissiózás, 
készletezés vagy gyártás optimalizálás. (Lu-
ger G. F., 2002)

3. Mesterséges intelligen-
cia és az Anylogic integrá-
ciója

A szimulációk alkalmazása egyre több vál-
lalat érdeklődését kelti fel, hiszen rendsze-
reket és megoldásokat vagyunk képesek 
tesztelni fizikai megvalósítással járó költség-
vonzat nélkül. Gyakran előfordul, hogy a 
termelésben, raktárban vagy az ellátási lánc 
bármely területén javasolt újításokkal járó 

tesztek túlságosan veszélyesek, drágák vagy 
sok időbe telnek. Ebben az esetben javasolt 
a modellezés technikáját alkalmazni, mely 
leírja az általunk vizsgált mélységi szinten 
a rendszer struktúráját és viselkedését. A 
rendszermodell működését alapvetően há-
rom módszer határozhatja meg, melyek a 
rendszerdinamikai (SD), esemény vezérelt 
(DES), és ágens alapú modellek (ABM). A 
három módszer teljesen külön alkamazása 
helyett a komplex rendszerek megfelelő le-
írása érdekében megjelentek az ún. hibrid 
modellek, melyek az SD, DES és ABM 
eszközök ötvözését jelentik, kombinálva 
a módszertanok tulajdonságait. (Navonil 

Mustafee et al., 2017)
Az AnyLogic számos funkciót foglal ma-
gában ezen hibrid modellek fejlesztéséhez. 
Például, a modellek dinamikusan képesek 
adatok olvasására és táblázatokba vagy adat-
bázisokba való írására a szimulációs futtatás 
során, valamint dinamikusan ábrázolhatjuk 
a modell kimenetet. (Crooks et al., 2012) 
A szimuláció bármilyen Java kompatibilis 
operációs rendszeren futtatható, az AnyLo-
gic pedig nemrégiben bejelentette, hogy a 
jövőben képes lesz a Python programozási 
nyelvvel is kommunikálni, amely számos 
szakember véleménye szerint is a legnép-
szerűbb programozási nyelv, ha mesterséges 

3. ábra: Mesterséges intelligencia logisztikai alkalmazási területei
Forrás: Saját szerkesztés

4. ábra: Mesterséges intelligencia és szimuláció integrációja
Forrás: Saját szerkesztés
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intelligenciáról van szó.
A valós problémák egyre növekvő össze-
tettsége és az információk bősége miatt a 
gépi intelligencia további felhasználására 
van szükség a modellezés és szimuláció gya-
korlatának elősegítése érdekében. Az MI-t 
már használó rendszereknek, mint például 
a digitális ellátási láncoknak, az intelligens 
gyáraknak és más ipari folyamatoknak 
- amelyek az ipar 4.0 elemeit alkotják - a 
mesterséges intelligenciát is be kell építeni 
a szimulációs modellekbe. Az MI eszkö-
zök javíthatják a szimuláció létrehozásának 
módját azáltal, hogy jobban megértjük, 
hogyan viselkednek a modellek különböző 
körülmények között. 
Például digitális ikrekkel és „mi lenne, ha” 
elemző rendszerekkel az MI komponense-
ket közvetlenül be lehet ágyazni a szimulá-
ciós modellbe, hogy teszteléseket és előre-
jelzéseket lehessen végezni. (Elbattah et al., 
2018)
A rendszerek eredendően dinamikus, célo-
rientált és időnként evolúciós viselkedést 
mutatnak, illetve egy rendszer nem pusztán 
részeinek összegzéséből áll. Ilyen dinami-
kus viselkedés esetén a szimulációs modell 
idővel a valóság elégtelen ábrázolásává vál-
hat. (Elbattah et al., 2018) A jelenségből 
kifolyólag tehát egy nem helyhez kötött 
probléma modellezése az idő múlásával el-
téréseket okozhat a modell és a tényleges 
problémák között. Az MI képességeknek a 
szimulációs modellekbe történő integrálása 
elősegítheti az adaptív viselkedés megvalósí-
tását minimális emberi ráfordítással. Az MI 
és a szimulációs modellezés integrációjával 
létrehozhatóak az ún. új generációs hibrid 
modellek, melyet a 4. ábra szemléltet.
Érdemes megjegyezni, hogy a PwC a 2017. 
évi Téli Szimulációs Konferencián egy eset-
tanulmányon keresztül is bemutatta, hogy a 
mesterséges intelligencia a szimulációs mo-
dellek alkotóelemeként integrálható. (Wal-
lis et al., 2017)
Gyakran túlságosan költséges vagy gyakor-
lati szempontból nem megvalósítható a ta-
nulásra szolgáló adatok valós tapasztalatok-
ból történő létrehozása. Az MI modellek 
(például
neuron hálók) tanításához és teszteléséhez 
ezért szimulációt kell használni. Az MI al-
kalmazása az optimalizáláshoz és a kalibrá-
láshoz szintén kulcsfontosságú lehetőség a 
szimulációs modellezésben. Az ágens alapú 
rendszereknek gyakran nagyon sok paramé-
tere van, és az összes permutáció feltárása 
túlzott futási időket igényelhet.
Mint korábban már említettük, a mester-

séges intelligencia legújabb fejleményei 
egyértelműen bebizonyították, hogy érde-
mes a szimulációs modellező környezeteket 
mesterséges intelligenciával kombinálni, fő-
leg mivel az érdeklődés elmozdul a játékkal 
kapcsolatos kihívásoktól az üzlet-orientált 
célok felé.

4. A mintapélda modellje

A mesterséges intelligencia megoldási mód-
szertanai közül a mintapélda bemutatására 
egy, a szakirodalomban gyakran előforduló 
problémakört választottunk: egy előre defi-
niált raktári alaprajzon megjelenő igények 
targoncához való hozzárendelését valósítjuk 
meg a mesterséges intelligencia megerősíté-
ses tanulás módszertanának és a szimulációs 
technika ötvözésével. Az intelligens ügynök 
alapú rendszer tanulási képessége miatt 
jobban megbírkózik az összetett és változó 
feladattal a korábban használt egyszerűbb 
heurisztikákhoz képest. (Min H., 2010)
A felépített minta példa alapjait Dr. Ben-
jamin Schumann által felépített modell 
adja, melyet a teljes kiszedési ciklus vég-
rehajtása érdekében tovább fejlesztettünk. 
(Benjamin Schumann, 2018) 
 
4.1. Modell felépítése

A modellt három fő ágens alkotja. Az első 
a modell egészét összefogó, „Main” ágens, 
mely az Anylogic szimulációs szoftver alap-
értelmezett ágense, ami biztosítja a teljes 
szimulációhoz szükséges platformot. A 
második létrehozott ágens típus a raktári 
alaprajzot alkotó cellák. Egy adott cella há-
rom különböző tulajdonságú lehet: szürke 
színnel megjelölt „állvány” típus, ameny-
nyiben azon a cellán állvány helyezkedik 
el, fehér színnel megjelölt „közlekedő út” 
típus, amennyiben az adott cellán engedé-
lyezett a tovább haladás, illetve sárga színnel 
jelölt „cél” típus, melyek olyan közlekedés-
re is alkamas cellák, amik a targonca által 
szükséges felkeresendő lokációkat jelölik. A 
harmadik létrehozott ágens a targoncát rep-
rezentálja, mely a legrövidebb út megtalálá-
sa érdekében hoz döntéseket a környezethez 
alkalmazkodva, melyet a korábban említett 
cellák alkotnak.
A cellákból álló környezet összekapcsolását 
az AnyLogic „Connection” funkciója biz-
tosítja, mely képes az ágensek közötti kap-
csolatot megteremteni. Minden cellához 
tartozik egy kapcsolat rendszer, mely a vele 
szomszédos, „közlekedő út” típusú cellákat 
tartalmazza.

5. ábra: Szimuláció lefutása
Forrás: Saját szerkesztés
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4.2. Tanítási algoritmus

Célunk, hogy az MI alkalmazásával a rak-
tár dinamikus igényeit a targonca a lehető 
legrövidebb bejárási útvonallal szolgálja ki.
Példa modellünkben Q-tanulást fogunk al-
kalmazni, mely során a Bellman-egyenlet 
segítségével becsüljük a kívánt cselekvése-
ket. Általánosságban úgy lehetne megfogal-
mazni a tanulási folyamatot, hogy a tanuló 
ágens érzékeli környezetét, azaz állapot 
megfigyelést végez (s), majd állapot függően 
cselekszik, tehát akciót hajt végre (a). A kör-
nyezet erre reagál, mely reakciót jutalom-
nak (r) hívjuk. Az ágens feladata ebben az 
esetben, hogy tanuljon meg optimálisan 
cselekedni úgy, hogy maximalizálja a köz-
vetlen és a jövőbeli jutalmak összegét. Ez a 
cselekvés becsülhető meg a Q-tanulás alkal-
mazásával, mely a Bellman-egyenlet segítsé-
gével iteratívan frissíti a Q(s, a) függvényt, 
ami annak az értékét jelöli, ha az s állapot-

ban az a cselekvést választjuk:
A függvény definíciója az adott s állapotban 
végrehajtott a cselekvésért kapott jutalom 
és a jövőben kapható jutalmak diszkontált 
értékének összege. A modellben  leérté-
kelési tényező értéke 0,9. A Q-tanulás egy 
modell nélküli tanulási technika, amely 
felhasználható az optimális cselekvési mód 
kiválasztására a Q-függvény segítségével. A 
modellmentes tanulás az, amikor a MI köz-
vetlenül hozhatja létre az optimális politikát 
a környezettel való interakciójából anélkül, 
hogy előzetesen modellt kellene készítenie. 
(Volodymyr Mnih et. al., 2013)
Mi is ezt az elgondolást alkalmaztuk pél-
dánkban, melynek működési modelljét a 6. 
ábra szemlélteti.
•  A szimuláció indításával egy iniciali-

záló függvény létrehozza az előző al-
fejezetben említett és a targonca ágens 
által bejárható közlekedő utakat és cél 
cellákat tartalmazó kapcsolati hálót, 

valamint minden bejárható cellához 

hozzárendeli a kezdeti nulla nagyságú 
Q értéket. 

•  A targonca ágens minden egyes tanulá-
si lépés során véletlen módon kiválaszt 
egy közvetlenül, egyetlen lépéssel, te-
hát egy vízszintes, függőleges vagy átlós 
irányú mozgási akció (a) végrehajtásá-
val adott állapotából (s) elérhető nem 
állvány típusú cellát, ezt a cellát felke-
resi, a mozgás végeztével pedig frissíti a 
kiinduló cellához rendelt Q értéket. 

•  A végrehajtott akció által kiváltott 
reakció, tehát a pillanatnyi akcióból 
származó jutalom értéke (r) függ a fel-
keresett cella típusától. Amennyiben a 
felkeresett cella egy cél, tehát egy ki-
szedési helyet jelöl a raktárban, úgy a 
jutalom értéke 100 pont. 

6. ábra: A megerősítéses tanulás alapú működési modellje szimulációs környezetben
Forrás: Saját szerkesztés

7. ábra: 1000 tanulási iteráció eredményeként kapott Q értékekek alapján meghatározott legrövidebb út
Forrás: Saját szerkesztés



38

•  Minden más esetben (tehát ha a fel-
keresendő véletlen cella egy egyszerű 
közlekedő út része) a jutalom a tá-
volság függvényében változik: r = -tá-
volság/10. (Modellünkben minden 
cellát egy 70x70 pixeles négyzet jelöl, 
a távolságot pedig a kiinduló és a cél 
cellák középpontjai között mért távol-
ságok adják. Ez vízszintes és függőleges 
mozgás esetén 70, átlós mozgás esetén 
megközelítőleg 99 pixelt jelent.) A ju-
talom tehát itt nem is feltétlen jó ki-
fejezés, hiszen a mozgást negatív pon-
tokkal bűntetjük.

•  A fent ismertetett Bellman-egyenlet 
első részét ezáltal meghatároztuk, kö-
vetkező lépésként meg kell vizsgálni, 
hogy a pillanatnyi akcióval elért új 
cellából (s’) indítható lehetséges akciók 
közül (a’) melyik járna a legnagyobb 
Q értékkel, tehát mekkora lenne a pil-
lanatnyi lépést követő újabb, jövőbeli 
lépéssel elérhető legmagasabb Q érték. 
Egy egyszerű „for” ciklus végignézi 
ezen értékeket és kiválasztja közülük a 
legnagyobbat.

•  A  (discount factor, magyarul leér-
tékelési tényező) értéke minél ala-
csonyabb, a Bellman-egyenlet annál 
kisebb mértékben veszi figyelembe a 
jövőbeli lépés hatását. 0 érték esetén 
például csak a pillanatnyi lépéssel nyer-
hető jutalmat használja fel, ezzel fogja 
felülírni a cella korábbi Q értékét.

•  A fenti két eredmény (jutalom és leér-
tékelt Q-érték), valamint a  paramé-
terrel a fenti Bellman-egyenlet szerint 
kalkulálható a pillanatnyi állapotból 
(s) a véletlen kiválasztott cellába törté-
nő lépéssel (a) a kiinduló cella frissített 
Q értéke.

Amennyiben az utolsó lépés során felkere-
sett cella egy kiszedési pont (cél), úgy a tar-
gonca ágens visszakerül a tanulási folyamat 
kiinduló cellájába (ez első körben a bal alsó 
240-es sorszámú cella), majd folytatódik a 
tanulás és a Q-táblázat frissítése. Ez a ta-
nulási iteráció 1000 alkalommal hajtódik 
végre, a legrövidebb utat pedig az így felépí-
tett Q-táblázat értékei fogják meghatározni, 
melyet a 7. ábra szemléltet: a targoncának 
csak végig kell mennie a cellákon, egy adott 
cellából mindig a legnagyobb Q-értéket kö-
vetve.

4.3. Útvonal kiválasztás

A szimuláció az algoritmus által hozott 
döntések alapján hatja végre a lépéseket. A 

folyamat első lépéseként a targonca a hoz-
zá legközelebb eső igénypontot keresi fel, 
majd ezt a logikát követve, az összes igény 
felkeresését követően visszatér kiinduló 
pontjához. A szimuláció lépéseit az 5. ábra 
mutatja be, ahol a kiinduló állapottól kezd-
ve az igénypontok felkeresésének útvonalát 
szemlélteti minden következő igénypontra 
meghatározva. 
Annak érdekében, hogy kiemeljük a MI 
tanulás teljesítményét, a Q-tanulás algorit-
musát a gyakran használt S-shape heuriszti-
kával hasonlítottunk össze.
A két eredményt a megtett távolság alapján 
jellemeztük egy egységet 1 méternek felté-
telezve, miszerint a mesterséges intelligen-
ciával bejárt útvonal hossza ~62,97m, míg 
a heurisztikával ~53,79m. A két értékből 
látható a különbség, miszerint a mestere-
séges intelligenciát alkalmazó algoritmus 
dinamikusabban tud a változó igényekhez 
igazodni rövidebb bejárási út megtétele 
mellett. Vizsgálatunk jelen cikk keretében 
nem teljeskörű, nem elemeztük az algorit-
mus működésének hatékonyságát külön-
böző eloszlású és mennyiségű igénypontok 
esetén. Várhatóan lehetnek olyan esetek, 
mikor a heurisztika nem teljesít rosszab-
bul, viszont mindenképpen elmondhatjuk, 
hogy véleményünk szerint a gyakorlatban 
jellemezően megjelenő szórt elhelyezkedésű 
igényekhez rugalmasabban képes alkalmaz-
kodni a bemutatott megerősítéses tanulás 
módszertana.

5. Eredmények és főbb kö-
vetkeztetések

A mesterséges intelligencia áttekintésének 
eredményeként egyérelműen kirajzolódik 
az újszerű technológiai eszköz sokszínűsé-
ge. A különböző megoldási algoritmusok 
és módszertanok lehetőséget biztosítanak 
a szerteágazó logisztikai alkalmazási terüle-
tek problémáinak kezelésére. A mesterséges 
intelligencia megvalósítási lehetőségeinek 
együttes felhasználása további ajtókat nyit 
meg előttünk, mellyel a jelenleg elértekhez 
képest nagyobb működési hatékonyságot 
érhetünk el, melyet az iparban megjelent 
és már alkalmazott rendszerek eredményei 
is bizonyítják akár a készletezésben, raktá-
rozásban vagy a szállítás optimalizálás terü-
letén.
A cikk második felében a mesterséges in-
telligencia képességeinek integrálási lehe-
tőségét vizsgáltuk az AnyLogic szimulációs 
szoftverrel. A szimulációs technikák alkal-

mazása egy új elrendezés, módszertan vagy 
bármilyen változtatás tesztelésére és vizsgá-
latára alapvetően nem újdonság a vállalatok 
számára, bár a szoftver és szimulációs tech-
nika tudásának hiánya sokszor jelent aka-
dályt. A valós rendszer jobb reprezentálása 
érdekében gyakran érdemes kombinálni a 
szimulációs technikákat (DES, SD, ABM), 
melyekre megfelelő környezet biztosít az 
AnyLogic. A szimuláció és a mesterséges in-
telligencia integrációjával hozhatjuk létre az 
ún. új generációs hibrid szimulációkat.
Hisszük, hogy a jövő további érdekes lehe-
tőségeket rejt magában a mesterséges intel-
ligencia szimulációba való integrálásával, 
a benne rejlő potenciál kihasználásával. A 
megvalósítási módszerek sokszínűsége ren-
geteg lehetőséget nyújt a vállalatok számá-
ra a megfelelő algoritmus megtalálására és 
személyre szabására. Véleményünk szerint 
érdemes időt és energiát belefektetni az új 
generációs hibrid szimulációk lehetősége-
inek vizsgálatába a benne rejlő potenciál 
kiaknázása érdekében.
Összeségében elmondható, hogy egy új ku-
tatási kihívás jelent meg a két terület integ-
rációjával, mely szakterület egyre nagyobb 
érdeklődésre tesz szert. A mesterséges intel-
ligencia módszertana és a szimulációs mo-
dellezés sem egy készen kapható, ún. polc-
ról levehető termék, ezért szakértőkre és 
pilot projektekre van szükség ahhoz, hogy 
egy vállalat ne maradjon le és lépést tudjon 
tartani a feltörekvő logisztikai trendekkel. 
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